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4.5 Función de probabilidad condicional Región 2: Caso sintético. . . . . . . . . 44
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Prefacio

El problema de estimar abundancia de especies es un tema de interés en estudios

ecológicos. Conocer el número de individuos de cierto taxón proporciona información

valiosa para la clasificación de especies según su riesgo de extinción; además, esti-

madores de la abundancia pueden ayudar a detectar cambios de la población en el

tiempo o espacio y a detectar hábitats.

Conocer el número exacto de individuos de una población podŕıa ser imposible; por

lo general, se recurre a estudios donde se lleva a cabo un muestreo que conlleva sus

propias dificultades teóricas y prácticas como captura de individuos, marcas adecuadas,

natalidad, mortalidad, migración, entre otras.

La distribución Binomial (n, p) es una elección natural para modelar datos de con-

teos en estudios de estimación abundancia de especies; en este trabajo n es el número

de individuos de la especie de interés y p es la probabilidad de detectar o capturar un

ejemplar de la especie, ambos parámetros se consideran desconocidos. Realizar estima-

ciones del modelo Binomial cuando ambos parámetros son desconocidos se considera

una tarea dif́ıcil según la literatura estad́ıstica y ha sido abordada desde 1968.

En esta tesis se enfatiza que muchos de los problemas asociados con la estimación

del parámetro n son causados por la falta de identificabilidad del modelo y para abor-

dar este problema se sugiere incorporar covariables, información adicional a los datos

de conteo, por medio de un modelo jerárquico. En particular, se propone un mode-

lo Binomial jerárquico donde las covariables están ligadas a los valores esperados de
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n y p, consideradas como variables independientes con distribución Poisson y Beta,

respectivamente. Este modelo es analizado y utilizado para propósitos de inferencia

considerando un escenario simulado. También, el modelo propuesto es aplicado a datos

de conteos de salamandras (Ambystoma ordinarium) con el objetivo de mostrar la uti-

lidad del modelo en un caso real y el uso de la metodoloǵıa de inferencia estad́ıstica

desarrollada en este trabajo.

La tesis esta estructurada de la siguiente forma. En el Caṕıtulo 1 se expone la im-

portancia de estimar abundancia de especies desde un punto de vista ecológico; además,

se describen algunos protocolos de muestreo junto con algunos problemas que conlleva

la ejecución de los mismos. Finalmente, se describe el problema de tesis. En el Caṕıtulo

2 se exhibe el modelo Binomial (n, p) como una elección natural para modelar datos de

conteos, se expone que realizar estimaciones cuando ambos parámetros son desconoci-

dos es una tarea dif́ıcil y que se debe a la falta de identificabilidad del modelo; también

se muestra que el método bayesiano y la verosimilitud integrada son dos enfoques es-

tad́ısticos que permiten abordar el problema de identificabilidad a través del uso de

información a priori sobre los parámetros del modelo. Se ilustra con un caso sintético

el uso de la verosimilitud integrada. En el Caṕıtulo 3 se define un modelo Binomial

jerárquico y se sugiere el uso de covariables como una opción para agregar información

externa que permita hacer inferencias útiles sobre parámetros de interés. Además, se

presenta una reparametrización apropiada y se explora el modelo propuesto mediante

procedimientos heuŕısticos. En el Caṕıtulo 4 se presenta la metodoloǵıa estad́ıstica de

verosimilitud para hacer inferencia sobre los parámetros de interés, se exponen los es-

timadores puntuales, regiones de confianza y regiones de incertidumbre para el modelo

jerárquico propuesto. Finalmente, este modelo es utilizado para propósitos de infe-

rencia en dos casos: El primero con datos simulados y el segundo con datos reales

de conteos de salamandras (Ambystoma ordinarium). Por último, en el Caṕıtulo 5 se

exponen las conclusiones de este trabajo de tesis.
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Caṕıtulo 1

Motivación e introducción al

problema

1.1 Introducción

La Lista Roja de Especies Amenazadas es un inventario del estado de conservación de

animales y plantas a nivel mundial que es elaborada por la Unión Internacional para la

Conservación de la Naturaleza (UICN). Su objetivo es dar a conocer la urgencia de los

problemas de conservación y ayudar a la comunidad a reducir la extinción de especies.

Cuenta con un conjunto de criterios, aplicables a prácticamente todos los taxones del

planeta, para evaluar el riesgo de extinción de miles de especies y subespecies.

Actualmente, la Lista Roja considera nueve categoŕıas estructuradas de la siguiente

manera, de mayor a menor riesgo: Extinta (EX), extinta en estado silvestre (EW), en

peligro cŕıtico (CR), en peligro (EN), vulnerable (VU), casi amenazada (NT), preocu-

pación menor (LC), datos insuficientes (DD) y no evaluado (NE). Esta última corres-

ponde a las especies no evaluadas en ninguna de las otras categoŕıas. Para asignar a

una especie a cierta categoŕıa es necesario evaluar una serie de criterios, entre ellos se

encuentra la reducción de la población observada, estimada, inferida o sospechada en
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algún periodo establecido. En este contexto, conocer o estimar el número de individuos

de una especie es un dato relevante para valorar su estado de conservación.

Por otro lado, estimadores de la abundancia se pueden usar para detectar cambios

de la población entre sitios o en el tiempo; aśı como para identificar el ambiente que

ocupa una población biológica (hábitat).

1.2 Protocolos de muestreo y modelo estad́ıstico

Con el propósito de conocer el número de individuos en cierta población podŕıa llevarse

a cabo un conteo completo o censo; sin embargo, en la mayoŕıa de los casos esto no es

posible y se realiza un estudio cuyo objetivo es obtener una estimación del tamaño de

la población con base en una muestra. Si la región es muy amplia se pueden seleccionar

ciertos sitios para muestrear. El criterio de selección para tales sitios o zonas geográficas

es generalmente su representatividad y por ser de fácil acceso.

Existen distintos métodos de muestreo para obtener información acerca de una

población y estimar su abundancia o densidad, algunos de ellos son: Muestreo simple,

captura-recaptura, muestreo por remoción, entre muchos otros. Por ejemplo, la técnica

de captura-recaptura (en dos etapas) consiste en visitar un área de estudio y capturar

individuos vivos de la especie de interés. Los elementos capturados se marcan de forma

individual para su futura identificación y posteriormente son liberados. Una vez que

el grupo se ha distribuido entre los individuos no marcados, el investigador realiza una

segunda visita al área para atrapar a otro grupo; entre éstos puede haber elementos

marcados y no marcados. Por otro lado, la técnica de muestreo por remoción consiste

en capturar individuos de la especie bajo estudio en una o varias ocasiones sin regresar

a los elementos a su entorno.

El protocolo de muestreo da lugar a un modelo estad́ıstico, que se denominará

modelo protocolar por la naturaleza de su origen. En la literatura dicho modelo recibe
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otros nombres como modelo observacional (Royle y Dorazio, 2006), modelo de los datos

(Dorazio et al., 2008) o modelo de conteo (Dorazio et al., 2005).

Usualmente el modelo protocolar es una distribución multinomial o producto de

binomiales. En su forma mas sencilla el modelo protocolar depende de dos parámetros

desconocidos, n y p, el número de individuos de la especie bajo estudio y la probabilidad

de que un individuo sea detectado. Sin embargo, algunos protocolos de muestreo como

observadores múltiples, captura-recaptura y muestreo por remoción pueden conducir a

un modelo protocolar multinomial mucho más complejo (más de dos parámetros); por

ejemplo, con más estructura matemática en la probabilidad de detección y el uso de

covariables para describir la variación en la abundancia entre sitios (Royle y Dorazio,

2006; Williams et al., 2002).

1.3 Problemáticas generales

La aplicación de protocolos de muestreo y métodos de estimación con base en datos

obtenidos bajo estos protocolos conlleva dificultades. Por ejemplo, el protocolo de

captura-recaptura puede proveer información adecuada para calcular estimadores de

abundancia; sin embargo, existen dificultades técnicas y prácticas para su adecuada

realización tales como: La captura del animal, una marca adecuada, entre otras. Au-

nado a esto los métodos de estimación de tamaños de población, basados en datos

obtenidos bajo el protocolo de captura y recaptura, exigen suposiciones matemáticas

que muchas veces no ocurren ni de manera aproximada en la realidad: Todos los indi-

viduos de la población tienen la misma probabilidad de ser capturados, la proporción

de animales marcados respecto a los no marcados se mantiene constante a lo largo del

tiempo (desde el momento de la captura hasta el momento de la recaptura), los indi-

viduos marcados, una vez liberados, se redistribuyen de manera homogénea entre la

población de individuos no marcados, los animales marcados no pierden sus marcas, la
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población es cerrada. Además, si la población es pequeña o la probabilidad de captura

es baja posiblemente se obtengan una cantidad insuficiente de datos para llegar a una

buena estimación del tamaño de la población (Royle, 2004).

Cabe mencionar aqúı que la probabilidad de detección de un animal en un área de

muestreo durante un estudio consiste de dos componentes: La probabilidad de que un

animal este diponible para su detección, la cual puede ser altamente variable en am-

bientes heterogeneos, y la probabilidad de que un animal sea detectado, condicionado

a que esté disponible para su detección. Muchos estudios sólo estiman la probabili-

dad anterior porque modelar la disponibilidad requiere información externa al estudio

(Pollock et al., 2006).

La baja detectabilidad es otra de las dificultades que se presentan en estudios

ecológicos; espećıficamente, en aquellos sobre estimación de abundancia de especies.

Con frecuencia el número de animales presentes y disponibles a ser detectados en un

sitio espećıfico es bajo, lo que casi siempre acarrea que en el conteo se observarán pocos

o cero individuos. Existe ambigüedad en los ceros observados ya que pueden significar

que en esa área no hay animales o que su detectabilidad es tan baja que no fue posible

observarlos. Esta situación es común cuando la especie bajo estudio está en peligro de

extinción (Dorazio, 2007). Es importante considerar que los individuos pueden variar

su detectabilidad en el espacio y en el tiempo; esto último puede darse por el camuflaje,

la técnica o capacidad de ciertos taxones de pasar inadvertidas ante los sentidos de otra

especie.

Realizar estimaciones con datos obtenidos en estudios con baja detectabilidad,

pueden ocasionar sesgo negativo o subestimación. Este sesgo puede ser ignorado si

es razonable suponer que la tasa de captura o detección es la misma en todas las áreas

y todos los tiempos, o si las covariables (humedad, temperatura, vegetación, altura,

entre otras) que pueden causar la variación en la detectabilidad pueden identificarse y

sus efectos pueden ser modelados.
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El problema de hacer estimaciones adecuadas de la abundancia requiere de un mode-

lo que ligue parámetros de abundancia y detección de diferentes unidades muestrales.

En estad́ıstica, una clase de modelos que cumplen con esta caracteŕıstica son los mode-

los jerárquicos; un modelo jerárquico toma en cuenta la variación en la abundancia

local y la variabilidad en la detección a través del uso de covariables.

1.4 Problema de tesis

Estimar la abundancia de especies es un problema relevante en áreas como ecoloǵıa,

especialmente cuando se requiere evaluar el estado de conservación una especie, para

definir estrategias adecuadas de manejo de las mismas o identificar su hábitat. El

modelo Binomial (n, p) es un ejemplo de modelo estad́ıstico comunmente utilizado

para estimar abundancia de especies a través de datos de conteo. Bajo este modelo

se supone que la abundancia n de la región es constante durante el estudio y que la

probabilidad de detección p es la misma para cada individuo dentro de la región de

interés.

Realizar estimaciones del modelo Binomial cuando ambos parámetros son descono-

cidos es considerado un problema dif́ıcil en la literatura estad́ıstica y ha sido abordado

por Feldman y Fox (1968), Draper y Guttman (1971), Olkin et al. (1981), Carroll y

Lombard (1985), entre otros. En Montoya (2008) se puede consultar la descripción y

explicación de un conjunto de referencias bibliográficas relacionadas con el problema

de estimación del parámetro n del modelo Binomial (n, p). Recientemente el problema

ha sido estudiado por Bayoud (2011).

En esta tesis se enfatiza que las dificultades asociadas con la estimación del parámetro

n, con base en una muestra Binomial (n, p), son causadas por un problema de falta de

identificabilidad del modelo Binomial. Para abordar este nuevo problema se propone

incorporar datos de covariables, información adicional a los datos de conteos, a través
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de una propuesta de modelo jerárquico. Además, se usa el enfoque de verosimilitud

para hacer inferencia sobre los parámetros de este modelo. Se usan datos simulados del

modelo jerárquico y datos reales de conteos de salamandras (Ambystoma ordinarium)

para mostrar el uso del modelo propuesto y la metodoloǵıa de inferencia.
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Caṕıtulo 2

El problema de estimar abundancia

de animales usando el modelo

Binomial

En este caṕıtulo se presenta la distribución Binomial de parámetros n y p, una de

las distribuciones más simples e importantes en Probabilidad y Estad́ıstica y elección

natural para modelar datos de conteos en estudios de estimación de abundancia de

animales. Además, se exhiben problemas que surgen a la hora de querer estimar el

parámetro n cuando p es desconocida. Se mostrará que muchos de estos problemas

son causados por la falta de identificabilidad del modelo Binomial. Por último, se

enfatizará la necesidad de incorporar información adicional a la suministrada por los

datos de conteos, en pro de eliminar problemas de estimación del modelo Binomial.

2.1 Introducción

Sea X el número de éxitos en una sucesión de n ensayos independientes de Bernoulli con

probabilidad de éxito p. Entonces, X es una variable aleatoria Binomial con función
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de densidad de probabilidad

f(x;n, p) =

(
n

x

)
px(1− p)n−xIX (x) , (2.1)

donde IX (·) es la función indicadora del conjunto X = {0, 1 . . . , n} y p ∈ [0, 1]. En lo

que sigue, se usará la notación X ∼ Binomial (n, p) para indicar que X es una variable

aleatoria Binomial de parámetros n y p.

La distribución Binomial es quizás una de las distribuciones de probabilidad más

simples e importantes en Probabilidad y Estad́ıstica. La Binomial es útil para modelar

diversos fenómenos aleatorios de la vida real; en particular, una variable aleatoria

Binomial se puede usar para modelar datos de conteos que surgen en el problema de

estimación de abundancia de animales, (Carroll y Lombard, 1985; Olkin et al., 1981;

Royle y Dorazio, 2006). Por ejemplo, cuando se usa el modelo Binomial en el problema

de estimación de abundancia de animales, el parámetro n representa el tamaño de la

población en la región geográfica bajo estudio y p la probabilidad de que un individuo

sea detectado. Nótese que, en teoŕıa, la probabilidad p de detección es la misma para

cada individuo y el tamaño n de la población es constante durante el periodo de estudio.

El modelo Binomial está indexado por dos parámetros, n y p, lo que da lugar a

distintos problemas de estimación. Uno de ellos consiste en suponer que se conoce

el tamaño de la población n = n0 y seguir el propósito de estimar la probabilidad

de detección p. Realizar estimaciones del parámetro p cuando n es conocida es un

problema estándar asociado a la distribución Binomial y resulta ser una tarea sencilla.

Sin embargo, el problema que se estudia en este trabajo consiste en estimar el tamaño

de la población, evidentemente desconocida. Aśı, considerando a n como un parámetro

desconocido y de interés, se tienen dos posibles situaciones o casos.

Caso 1: Parámetro p conocido. El caso donde la probabilidad de detección es

conocida, p = p0, es artificial y dif́ıcilmente se da en la vida real. Aún aśı, si se diera

este caso, las inferencias sobre n no representan problema alguno (Montoya, 2004).

16



Caso 2: Parámetro p desconocido. Este caso es el que más se asemeja a la vida real

y será objeto de estudio en este trabajo.

Obsérvese que bajo el modelo Binomial, el problema real de estimar el tamaño de

una población consiste en estimar el parámetro n, involucrado directamente en este

modelo de probabilidad. Al parecer, esta parametrización hace que la distribución

Binomial sea, dentro de las distribuciones de probabilidad para datos de conteos, una

elección natural cuando se desea estimar abundancia de animales.

El problema de estimar el parámetro n de la ditribución Binomial ha sido abor-

dado desde distintos puntos de vista y en muchos de ellos se utiliza la función de

verosimilitud. Fisher (1921) define la verosimilitud como una cantidad proporcional

a la probabilidad de obtener la muestra observada; pero vista como función de los

parámetros del modelo. Aśı, si x = (x1, . . . , xk) es una muestra observada de un vector

X = (X1, . . . , Xk) de variables aleatorias independientes con distribución Binomial de

parámetros desconocidos n y p, entonces la función de verosimilitud de los parámetros

n y p es

L(n, p;x) ∝

[
k∏
i=1

(
n

xi

)]
pt(1− p)nk−tI[xmáx,∞) (n) I[0,1] (p) , (2.2)

donde xmáx = máx {x1, . . . , xk} y t =
∑k

i=1 xi.

La función de verosimilitud juega un papel fundamental en la Inferencia Estad́ıstica.

En el caso Binomial, su rol principal es inferir qué valores de n y p de la función de

densidad de probabilidad f(x;n, p), dada en (2.1), son razonables a la luz de la muestra

observada (datos). Nótese que esto es particularmente relevante después de que el

protocolo de muestreo fue llevado a cabo y la muestra ya fue observada.

En problemas donde se desea estimar n, el tamaño de una población de animales,

la probabilidad de detección p se puede considerar como un parámetro de estorbo. Es

importante aclarar que el concepto parámetro de estorbo es relativo ya que en ocasiones

lo que es parámetro de estorbo para alguien puede ser de interés para otro. Una manera

de realizar estimaciones sobre n considerando a la probabilidad de detección p como
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un parámetro de estorbo es a través de la función de verosimilitud perfil.

La función de verosimilitud maximizada o perfil es un método estad́ıstico muy

simple que sirve para estimar por separado un parámetro de interés en presencia

de parámetros de estorbo. Fue presentada formalmente como un método para tal

propósito en Kalbfleisch y Sprott (1970). La verosimilitud perfil de un parámetro

de interés se obtiene maximizando la función de verosimilitud sobre el parámetro de

estorbo; pero manteniendo fijo el parámetro de interés. Es decir, los parámetros de

estorbo son eliminados a través de un proceso de maximización. En el caso Binomial,

la función de verosimilitud perfil del parámetro de interés n se obtiene maximizando

la función de verosimilitud L(n, p;x), dada en (2.2), sobre p; pero manteniendo fijo n.

Es fácil demostrar que el valor de p que maximiza L(n, p;x) para cada valor fijo de n

es p̂ (n) = t/nk. Aśı, la función de verosimilitud perfil de n es

LP (n;x) = L [n, p = p̂ (n) ;x]

∝

[
k∏
i=1

(
n

xi

)](
t

nk

)t(
1− t

nk

)nk−t
I[xmáx,∞) (n) . (2.3)

Como se mencionó anteriormente, el problema de estimar el parámetro n de la

ditribución Binomial ha sido abordado con distintos métodos de estimación, entre

ellos el de verosimilitud perfil, verosimilitud integrada, el método de momentos y el

Bayesiano. Este problema ha recibido atención especial puesto que inferencias sobre

n puden resultar absurdas y ser consideradas inestables frente a ligeros cambios en los

datos de conteos. Montoya (2004) hace una revisión histórica de este problema y da

evidencia de que la génesis del problema de estimación es la falta de identificabilidad

del modelo Binomial, la cual será explicada en la siguiente sección.
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2.2 Problema de identificabilidad

Considérese un vector de variables aleatorias X con función de distribución F (x; θ) que

depende de un vector de parámetros desconocido θ. El vector θ es identificable por la

observación de X si distintos valores de θ (θ1 y θ2) dan lugar a distintas distribuciones

de X; es decir, si θ1 6= θ2 entonces F (x; θ1) 6= F (x; θ2) para algún x, (Bickel y Doksum,

1977).

Existen otras definiciones de identificabilidad menos generales que la mencionada

en el párrarro anterior. Por ejemplo, el uso de la función de densidad o la esperanza

de X en lugar de la función de distribución de X conducen a dos formas diferentes de

definir identificabilidad; véase International Encyclopedia of Statistical Science. Con

el objetivo de ilustrar de manera sencilla el problema de identificabilidad del modelo

Binomial y por conveniencia matemática, se presenta la siguiente definición particular

de identificabilidad.

Definición 1 Considérese una variable aleatoria X con valor esperado E (X; θ) que

depende de un vector de parámetros desconocido θ. Sean θ1 y θ2 dos valores de θ.

Si θ1 6= θ2 implica que E (X; θ1) 6= E (X; θ2) para algún x, entonces el vector θ es

identificable por la observación de X.

A continuación se presentan dos ejemplos que ilustran el concepto de identificabil-

idad de parámetros; el primero corresponde a un modelo exponencial y el segundo al

modelo Binomial.

Ejemplo 2 Considérese una variable aleatoria X con función de distribución dis-

tribución acumulada dada por

F (x;λ) = 1− exp
(
−x
λ

)
,

donde x ≥ 0 y λ > 0. Entonces, el valor esperado de X es E (X;λ) = λ. Es claro e

inmediato que si λ1 y λ2 son dos valores distintos de λ entonces E (X;λ1) 6= E (X;λ2).
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Por lo tanto, de acuerdo a la Definición 1, el modelo exponencial es un ejemplo de un

modelo estad́ıstico cuyo parámetro λ es identificable.

Ejemplo 3 Supóngase que X ∼ Binomial (n, p) con función de probabilidad dada en

(2.1). Entonces, el valor esperado de X es E (X;n, p) = np. Sean (n1, p1) y (n2, p2)

dos valores del vector de parámetros (n, p) tales que p1 = v/n1 y p2 = v/n2, con

0 < v < min {n1, n2}. Supóngase que n1 6= n2. Entonces, (n1, p1) y (n2, p2) son dos

valores diferentes del vector de parámetros (n, p) que satisfacen que E (X;n1, p1) =

E (X;n2, p2) = v, para todo 0 < v < min {n1, n2}. Por lo tanto, de acuerdo a la

Definición 1, el modelo Binomial es un ejemplo de un modelo estad́ıstico cuyo vector

de parámetros (n, p) es no identificable.

Cuando el modelo es no identificable suelen existir complicaciones en el proceso de

inferencia. Por ejemplo, si se cuenta con un juego de datos xobs, los cuales se suponen

observaciones de un vector aleatorio X con función de probabilidad conjunta f(x; θ),

donde θ es un vector de parámetros en el espacio paramétrico Θ, entonces el hecho

de que el modelo sea no identificable implica que puede existir θ1 y θ2 en el espacio

paramétrico Θ, con θ1 6= θ2, tales que f(xobs; θ1) = f(xobs; θ2). Aśı, θ1 hace a la muestra

observada tan probable como la hace θ2, y por lo tanto no es posible determinar, con

base en los datos, cuál de los dos valores de θ es más razonable para el fenómeno

aleatorio modelado a través de f(x; θ).

A continuación se usa la función de verosimilitud perfil y datos simulados para

ilustrar de manera clara algunos de los problemas de estimación asociados al modelo

Binomial. Considérese una variable aleatoria X ∼ Binomial(n, p). En la Tabla 2.1

se presentan muestras (de tamaño k = 5) simuladas de X con diferentes valores de

n y p que satisfacen que E (X;n, p) = 20. Claramente se observa que las muestras

simuladas correspondientes al caso (a), (b) y (c) son similares a pesar de que provienen

de parámetros muy diferentes. La Figura 2.2 presenta, en la misma gráfica, la función

de verosimilitud perfil de n correspondiente a cada caso. En esta figura se observa
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que todas las perfiles de n son casi planas en un subconjunto muy grande del espacio

parametral. Además, se observa que el valor de n =∞ es altamente plausible o creible

a la luz de la muestra observada. Claramente, esta estimación de n es inapropiada para

los tres escenarios de simulación, donde el valor verdadero de n es finito; en particular,

para el caso (a) donde n = 100. Nótese que no seŕıa raro obtener este tipo de funciones

de verosimilitud perfil (planas) con datos reales de conteos de animales; véase Montoya

(2004). En estos casos, inferir que n = ∞ es altamente plausible seŕıa seguramente

absurdo.

Caso N p E (X;n, p) xobs

(a) 100 0.2 20 (17, 18, 18, 24, 26)

(b) 1000 0.02 20 (16, 17, 20, 21, 25)

(c) 10000 0.002 20 (15, 17, 21, 21, 26)

Tabla 2.1: Datos simulados de una variable aleatoria Binomial.

Otro problema de estimación asociado al modelo Binomial es la inestabilidad en

la estimación puntual de n. Olkin et al. (1981) ilustran este problema de la siguente

manera. Primero, consideran una muestra original (datos simulados de una Binomial)

y una muestra perturbada (se suma 1 a la observación más grande de la muestra

original). Luego, tanto para la muestra original como para la muestra perturbada,

calculan el valor numérico de un estimador puntual de n. Por último, ellos comparan

ambas estimaciones y hacen notar que la estimación puntual de n (obtenida con la

muestra original) puede cambiar dramáticamente con una pequeña perturbación de

la muestra. Por ejemplo, la Tabla 2.2 presenta para cada escenario considerado en

la Tabla 2.1, la muestra original, la muestra perturbada y el estimador de máxima

verosimilitud de n correspondiente a cada caso, n̂1 para la muestra original y n̂2 para

la muestra perturbada. Claramente se observa que n̂1 es “muy diferente” a n̂2 en

particular en el caso (c), donde el estimador de máxima verosimilitud (EMV) de n
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Figura 2.1: Función de verosimilitud perfil relativa de n.

cambia casi al doble al perturbar la muestra. Aqúı es importante notar que la falta

de estabilidad en la estimación puntual de n es causada por la forma casi plana de la

función de verosimilitud de n.

Es relevante mencionar que problemas de estimación asociados al modelo Binomial

no son causados, generalmente, por los métodos de estimación, sino por la poca infor-

mación que proporciona la muestra para poder discernir qué valores de los parámetros

Caso N p Muestra original n̂1 Muestra perturbada n̂2

(a) 100 0.2 (17, 18, 18, 24, 26) 61 (17, 18, 18, 24, 27) 90

(b) 1,000 0.02 (16, 17, 20, 21, 25) 41 (16, 17, 20, 21, 26) 56

(c) 10,000 0.002 (15, 17, 21, 21, 26) 71 (15, 17, 21, 21, 27) 131

Tabla 2.2: EMV para la muestra original (n̂1) y para la muestra perturbada (n̂2).
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n y p son creibles. A continuación se presentan dos enfoques estad́ısticos de estimación

que incorporan información adicional (que no está en los datos de conteos observados)

sobre los parámetros y permiten eliminar problemas de estimación causados por la falta

de identificabilidad del modelo Binomial. También se presentan algunas cŕıticas que

han recibido estos enfoques.

2.3 Uso de información a priori para estimar la

abundancia de animales

La verosimilitud integrada y el método Bayesiano son dos enfoques estad́ısticos que

permiten hacer inferencia sobre parámetros de interés en presencia de otros parámetros

considerados de estorbo. Ambos enfoques incorporan infomación externa sobre los

parámetros y serán descritos a continuación.

2.3.1 Función de verosimilitud integrada

La función de verosimilitud integrada es un método para eliminar parámetros de es-

torbo a través de integración y hacer inferencia sobre el parámetro de interés; véase

Kalbfleisch y Sprott (1970) y Berger et al. (1999). En el caso Binomial, si el parámetro

de estorbo p tiene especificada una función de densidad de probabilidad π(p) entonces

esta densidad previa puede multiplicarse con la función de verosimilitud L(n, p;x) dada

en (2.2) e integrarse respecto a p. Como resultado de este proceso se obtiene la función

de verosimilitud integrada de n,

LI(n;x) ∝
∫ 1

0

L(n, p;x)π(p)dp

∝
∫ 1

0

[
k∏
i=1

(
n

xi

)]
pt(1− p)nk−tπ(p)I[xmáx,∞](x)dp, (2.4)
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que sólo depende del parámetro de interés n ya que π(p) es conocida. Nótese que sólo

se incorpora información externa para el parámetro de estorbo a través de π(p).

Carroll y Lombard (1985) proponen utilizar el método de verosimilitud integrada

para estimar n. Suponen que π(p) es una densidad Beta de parámetros a y b fijos y

conocidos, tal que

LI(n;x) ∝

[
k∏
i=1

(
n

xi

)][(
nk + a+ b+ 1

t+ a+ 1

)]−1

I[xmáx,∞](x). (2.5)

Ellos utilizan el valor que maximiza la función de verosimilitud integrada dada en (2.5)

como un estimador puntual de n.

2.3.2 Densidad marginal posterior Bayesiana

En el enfoque estad́ıstico Bayesiano se considera que el modelo observacional es condi-

cionado sobre los parámetros y que todos ellos, tanto los de interés como los de estorbo,

son variables aleatorias. En este enfoque de estimación se requiere una función de den-

sidad conjunta inicial, previa o a priori para todos los parámetros. Luego, a través

del teorema de Bayes, se calcula la probabilidad posterior conjunta de los parámetros

dada la muestra observada. Las inferencias acerca de parámetros de interés se hacen a

través de su densidad marginal posterior, la cual se obtiene integrando la probabilidad

posterior conjunta de todos parámetros con respecto a los parámetros considerados de

estorbo.

Por ejemplo, para el caso Binomial, se debe especificar una densidad conjunta

inicial para los parámetros n y p, π(n, p). Aśı, por el teorema de Bayes se tiene que la

probabilidad posterior conjunta de n y p dada la muestra observada x = (x1, . . . , xk)

es

P (n, p|x) ∝ L(n, p;x)π(n, p)

∝

[
k∏
i=1

(
n

xi

)]
pt(1− p)nk−tπ(n, p)I[xmáx,∞](x).
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Las inferencias acerca de el parámetro de interés n se hacen a través de la densidad

marginal posterior de n dada la muestra observada. Esta densidad se calcula integrando

la densidad posterior P (n, p|x) con respecto a p, el parámetro considerado de estorbo,

P (n|x) ∝
∫ 1

0

P (n, p|x)dp

∝
∫ 1

0

[
k∏
i=1

(
n

xi

)]
pt(1− p)nk−tπ(n, p)I[xmáx,∞](x)dp. (2.6)

En este contexto, Draper y Guttman (1971) suponen que n y p son independientes

con función de densidad conjunta π(n, p) = (1/N)pa(1 − p)b, donde 1 ≤ n ≤ N y N

es un número entero preseleccionado que representa una cota superior para n. Luego,

calculan la distribución posterior P (n|x) dada en (2.6),

P (n, p|x) ∝

[
k∏
i=1

(
n

xi

)][(
nk + a+ b+ 1

t+ a+ 1

)]−1

I[xmáx,N ](x). (2.7)

Nótese que esta posterior es matemáticamente idéntica a la función de verosimilitud

integrada de Carroll y Lombard (1985) dada en (2.5), excepto por el dominio de la

función. Ellos utilizan la moda de la distribución posterior de n como un estimador

puntual de n.

2.3.3 Ejemplo

En este ejemplo se ilustra, a través de la verosimilitud integrada dada en (2.5), el

impacto que puede tener en las inferencias sobre n la incorporación de información

adicional hecha a través de la densidad de probabilidad inicial o previa de p. Se

considerará el escenario (a) de la Tabla 2.1; es decir, la muestra observada es x =

(17, 18, 18, 24, 26) y fue simulada con n = 100 y p = 0.2. Los valores de a y b, de

la distribución a priori Beta de p son 6 y 20, respectivamente. Nótese que estos

valores fueron seleccionados de forma que la esperanza de la Beta (a, b) sea 0.2, el

valor verdadero de p. La Figura 2.2 muestra la función de verosimilitud integrada
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Figura 2.2: Función de verosimilitud perfil y función de verosimilitud integrada.

de n (estandarizada a uno en su máximo) y la función de verosimilitud perfil de n.

Se observa que la forma de la función de verosimilitud integrada no es plana como

la de la perfil de n, crece hasta alcanzar su máximo y luego decrece hasta alcanzar

valores cercanos a cero, no presenta problemas para hacer inferencias razonables sobre

n y el valor verdadero de n = 100 tiene alta credibilidad. Cabe mencionar que esta

verosimilitud es matemáticamente idéntica a la posterior Bayesiana de manera que ésta

tampoco tiene problemas de estimación.

La verosimilitud integrada y la densidad marginal posterior Bayesiana son dos her-

ramientas estad́ısticas que tienen el potencial de eliminar los problemas de estimación

del modelo Binomial; sin embargo, la elección de una distribución previa ha sido ob-

jeto de cŕıticas ya que con frecuencia se elige por conveniencia matemática más que

basándose en algún fundamento f́ısico o ecológico relacionado con el problema real. Más

aún, proponer una distribución inicial apropiada parece ser una cuestión de fe. Todo
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esto es relevante pues la elección de la distribución previa puede tener gran impacto

en las inferencias sobre n; véase Montoya (2004).

Por el problema de identificabilidad (cuando p es desconocida), los datos por si solos

no proporcionan información suficiente para hacer inferencias razonables y prácticas

acerca del parámetro n. Por lo tanto, es necesario incorporar información que ayude

a discernir qué valores de los parámetros son más créıbles a la luz de una muestra

observada. En el siguiente caṕıtulo, se propone usar covariables con el propósito de

incorporar información objetiva al problema de estimación de abundancia bajo el mode-

lo Binomial. Se supondrá que dichas covariables proporcionan información acerca de

la relación que existe entre la abundancia y caracteŕısticas ambientales de la región de

estudio; es decir, describen hábitats.
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Caṕıtulo 3

Modelo Binomial jerárquico con

covariables

En este caṕıtulo se presenta un modelo Binomial jerárquico para estimar abundancia

de especies; se describe la jerarqúıa y distribución de las variables que constituyen el

modelo y se calcula la distribución marginal relevante para el modelado de los datos

de conteos. Además, se propone una forma de incorporar covariables en el modelado

y una reparametrización en términos de parámetros considerados de interés para el

problema de estimación de abundancia.

3.1 Introducción

El punto de partida de un proceso de inferencia estad́ıstica es, generalmente, el mode-

lado estad́ıstico paramétrico. Un modelo estad́ıstico paramétricoM se define como un

conjunto de funciones de densidad de probabilidad f(x; θ) indexadas por un parámetro

θ que toma valores en un conjunto Θ ⊂ Rd, d ∈ N.

Si en un modelo estad́ıstico paramétrico M1 = {f(x; θ1)|θ1 ∈ Θ1,Θ1 ⊂ Rd1} el

parámetro θ1 se considera una variable aleatoria con función de densidad de probabili-
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dad que pertenece a un modelo estad́ıstico paramétricoM2 = {f(θ1; θ2)|θ2 ∈ Θ2,Θ2 ⊂

Rd2}, entonces se dice que la densidad de probabilidad condicional f1(x| θ1) y f2(θ1; θ2)

constituyen un modelo llamado jerárquico. Pueden agregarse tantos niveles como sea

necesario; sin embargo, la mayoŕıa de los problemas suelen involucrar dos o tres niveles

(Lovric, 2011).

En la siguiente sección se propone un modelo Binomial jerarquico para estimar

la abundancia de cierta especie dentro de un área de interés dividida en k regiones.

El área de cada región debe tener las dimensiones adecuadas para que la población

sea demográficamente cerrada durante el periodo de muestreo; es decir, se mantiene

constante y no es afectada por los procesos naturales de la emigración, inmigración,

nacimientos, muertes o reclutamiento de individuos.

3.2 Modelo Binomial jerárquico

Sean Ni y Pi variables aleatorias independientes que representan el número de indi-

viduos y la probabilidad de detección de la especie bajo estudio en la i-ésima área.

Se supondrá que Ni sigue una distribución Poisson con parámetro λi mientras que

la probabilidad de detección, Pi, tiene función de densidad de probabilidad Beta con

parámetros ai y bi. Supóngase que el número de observaciones o conteos en la i-

ésima región, dado Ni y Pi, tiene función de densidad de probabilidad Binomial con

parámetros Ni = n y Pi = p. Aśı, el modelo jerárquico esta constituido por:

fXi|Ni,Pi
(x|Ni = n, Pi = p) =

(
n

x

)
px(1− p)n−x

fPi
(p; ai, bi) =

Γ(ai + bi)

Γ(ai)Γ(bi)
pai−1(1− p)bi−1

fNi
(n;λi) =

e−λiλni
n!


, (3.1)

donde Γ(z) es la función Gamma definida por Γ(z) =
∫∞

0
tz−1e−t dt.

El modelo de Xi|Ni, Pi suele ser llamado modelo protocolar puesto que su elección
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depende del protocolo de muestreo. En este tipo de problemas, la función de probabi-

lidad relevante para modelar los conteos en la i-esima área es la distribución marginal

de Xi, la cual se presenta a continuación.

3.2.1 Distribución marginal

Bajo el modelo jerárquico presentado en (3.1) la distribución marginal de Xi es:

fXi
(x; ai, bi, λi) =

∫ 1

0

{
∞∑
n=x

fXi,Ni,Pi
(x, n, p; ai, bi, λi)

}
dp

=

∫ 1

0

{
∞∑
n=x

fXi|Ni,Pi
(x|n, p; ai, bi, λi)fNi

(n;λi)fPi
(p; ai, bi)

}
dp

=

∫ 1

0

{
∞∑
n=x

n!

x!(n− x)!
px(1− p)n−x e

−λiλni
n!

Γ(ai + bi)

Γ(ai)Γ(bi)
pai−1(1− p)bi−1

}
dp

=
1

B(ai, bi)x!

∫ 1

0

{
∞∑
n=x

e−λiλni
(n− x)!

pai+x−1(1− p)bi+n−x−1

}
dp,

donde B(x, y) = Γ(x)Γ(y)
Γ(x+y)

.

Tomando z = n− x,

fXi
(x; ai, bi, λi) =

1

B(ai, bi)x!

∫ 1

0

{
e−λi

∞∑
z=0

1

z!
pai+x−1(1− p)bi+z−1λz+xi

}
dp

=
λxi

B(ai, bi)x!

∫ 1

0

{
e−λipai+x−1(1− p)bi−1

∞∑
z=0

[λ(1− p)]z

z!

}
dp

=
λxi

B(ai, bi)x!

∫ 1

0

{
e−λipai+x−1(1− p)bi−1e[λ(1−p)]} dp

=
λx

B(ai, bi)x!

∫ 1

0

{
e−λippai+x−1(1− p)bi−1

}
dp

=
B(ai + x, bi)λ

x
i

B(ai, bi)x!

∫ 1

0

{
e−λip

1

B(ai + x, bi)
pai+x−1(1− p)bi−1

}
dp

=
B(ai + x, bi)λ

x
i

B(ai, bi)x!
MP ∗

i
(−λi),
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donde

MP ∗
i
(t) = E(etP

∗
i )

=

∫ 1

0

{
etp

1

B(ai + x, bi)
pai+x−1(1− p)bi−1

}
dp, t ∈ R, (3.2)

es la función generadora de momentos de una variable aleatoria P ∗i con función de

densidad de probabilidad Beta con parámetros (ai + x, bi). Para enfatizar que MP ∗
i

depende de x, ai y bi, de aqúı en adelante se escribirá MP ∗
i
(t; ai, bi, x).

Entonces, para el modelo dado en (3.1), la distribución marginal de Xi está dada

por

fXi
(x; ai, bi, λi) =

B(ai + x, bi)

B(ai, bi)

λxi
x!
MP ∗

i
(−λi; ai, bi, x). (3.3)

3.2.2 Uso de covariables

En esta tesis se supondrá que la probabilidad de detección y la abundancia media se

ven afectadas por ciertas caracteŕısticas ambientales y/o espaciales. A continuación se

propone una forma muy simple de incorporar esta información en el modelo.

Supóngase que el valor esperado de Pi esta dado por

µi = E(Pi) = Logit(viβ + φ), (3.4)

donde β y φ son parámetros desconocidos que gobiernan el comportamiento de la

distribución de Pi y en particular de la su media. El valor de la covariable en la

i-ésima región se representa por vi.

De manera similar, la variación de la abundancia media en cada región se especifica

como función del valor de una covariable wi,

λi = E(Ni) = eαwi , (3.5)

donde α es un parámetro desconocido.

32



En general, la variación en la probabilidad de detección en la i-ésima región puede

modelarse como función del valor observado de un vector de covariables vi = (1, vi1, . . . , vir)
′

y un vector de parámetros β = (β0, β1, . . . , βr), de tal forma que Logit(Pi) = vi
′β+φ.

Para el modelo de abundancia, puede considerarse que log(λi) = w′
iα, donde wi =

(1, wi1, . . . , wis)
′ y α = (α0, α1, . . . , αs). Debe tenerse en cuenta que utilizar parámetros

de manera excesiva puede llegar a causar falta de identificabilidad debido a una so-

breparametrización del modelo.

3.2.3 Reparametrización (ai, bi, λi)↔ (α, β, φ)

Nótese que las funciones liga (3.4) y (3.5), utilizadas para relacionar el valor esperado

de Ni y Pi con las covariables vi y wi dependen de los parámetros metapoblacionales

α, β y φ, que pretenden describir el cambio en la detección y la abundancia debido al

hábitat de la especie bajo estudio. Obsérvese también que en la distribución marginal

de Xi dada en (3.3), no están involucrados expĺıcitamente estos parámetros y tampoco

las covariables. Debido al nivel lógico e importancia de los parámetros α, β y φ, en

esta tesis se propone efectuar la siguiente reparametrización:

ai = ai(β) = eviβ, (3.6)

bi = bi(φ) = e−φ, (3.7)

λi = λi(α) = eαwi . (3.8)

Aśı, la función de densidad de probabilidad marginal de Xi se expresa de la siguiente

manera:

fXi
(x;α, β, φ) = fXi

(x; ai = ai(β), bi = bi(φ), λi = λi(α)). (3.9)
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3.3 Heuŕıstica del modelo

En esta sección se explora el comportamiento de la distribución marginal para datos

de conteos dada en (3.3). El objetivo principal es mostrar el efecto que tienen los

parámetros sobre esta densidad de probabilidad y valorar la flexibilidad de esta dis-

tribución para describir datos de conteos.

Considérese una área dividida en k regiones. Supóngase que dos covariables son

registradas en cada región, wi y vi con i = 1, . . . , k. La primera (wi) explica el cambio

en la abundancia esperada a través de la ecuación (3.5) mientras que la segunda (vi)

explica el cambio en la detectabilidad esperada a través de la ecuación (3.4). En la

Tabla 3.1 se muestra un escenario simulado con k = 3 y 12 réplicas, (α, β, φ) = (1, 2,−1)

y valores especificados para estas covariables. Además, en esta tabla se presentan

los correspondientes valores esperados de abundancia y detectabilidad (columna 4 y

5). Cabe mencionar aqúı que este escenario simulado fue elegido simplemente con la

intención de provocar una heterogeneidad en las regiones.

Región wi vi λi µi Datos simulados

R1 3 0.0 20.09 0.27 0, 0, 1, 1, 1, 1, 2, 2, 7, 11, 16, 18

R2 4 0.5 54.60 0.50 8, 12, 17, 18, 21, 23, 26, 31, 33, 37, 41, 42

R3 5 1.0 148.41 0.73 72, 77, 92, 100, 100, 108, 123, 128, 128, 128, 135, 143

Tabla 3.1: Escenario de simulación y datos simulados.

La Figura 3.1 muestra la distribución verdadera de la abundancia en la región 1,

2 y 3, denotadas como R1, R2 y R3 respectivamente. Nótese que cuando wi se incre-

menta entonces la media de la distribución se incrementa (la distribución se localiza

cada vez más a la derecha) y aumenta la varianza. Por otro lado, la Figura 3.2 muestra

la distribución verdadera de la probabilidad de detección en cada región. Nótese que

cuando vi aumenta entonces la media de la distribución se incrementa y la forma de

la distribución cambia drásticamente; pasa de tener cola pesada a la derecha (región
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Figura 3.1: Distribución verdadera de la abundancia.

1) a tener cola pesada a la izquierda (región 3). Por último, la Figura 3.3 muestra la

distribución marginal verdadera para cada región. Esta distribución incorpora la infor-

mación de las covariables de forma directa y logra capturar la esencia de la variabilidad

en la abundancia y detectabilidad.

En este caṕıtulo se presentó un modelo para estimar abundancia de especies, obtenido

a partir del marco de un modelo Binomial jerárquico. Además, se mostró una forma de

incorporar información de covariables en este modelo y se exploró su comportamiento

con base en un escenario simulado. En el siguiente caṕıtulo, se considerará este modelo

y se realizarán inferencias sobre parámetros relacionados a la abundancia. Se usarán

los datos simulados de la Tabla 3.1 (columna 6); aśı como datos reales de conteos de

salamandras (Ambystoma ordinarium).
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Figura 3.2: Distribución verdadera de la probabilidad de detección.
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Figura 3.3: Probabilidad marginal verdadera.
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Caṕıtulo 4

Inferencia estad́ıstica

En este caṕıtulo se presentará la metodoloǵıa estad́ıstica de verosimilitud para hacer

inferencia sobre los parámetros involucrados en el modelo presentado en el caṕıtulo

anterior. Además, se utilizarán las propiedades asintóticas de la verosimilitud para

definir una región de incertidumbre sobre parámetros de interés asociados al modelo.

Las herramientas de inferencia desarrolladas en este caṕıtulo serán ejemplificadas con

datos simulados del modelo y datos reales de conteos de una salamandra en peligro de

extinción: La salamandra mexicana de arroyo, Ambystoma ordinarium.

4.1 Estimación puntual de parámetros

Sea x = (x1, . . . , xk) una muestra observada de X = (X1, . . . , Xk); donde X1, . . . , Xk

son variables aleatorias independientes con función de densidad de probabilidad fXi
(xi;α, β, φ)

dada en (3.9). La función de verosimilitud del vector de parámetros (α, β, φ) es pro-
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porcional a la función de densidad de probabilidad conjunta fX(x;α, β, φ); esto es,

L(α, β, φ;x) ∝ fX(x;α, β, φ)

=
k∏
i=1

fXi
(xi;α, β, φ)

=
k∏
i=1

B(ai + xi, bi)

B(ai, bi)

λxii
xi!

MP ∗
i
(−λi; ai, bi, xi),

donde ai = e(viβ), bi = e−φ, λi = eαwi y MP ∗
i
(·) es la función generadora de momentos

definida en (3.2). Aśı, la función de log-verosimilitud es

l(α, β, φ;x) = log (L(α, β, φ;x))

=
k∑
i=1

{log(B(ai + x, bi))− log(B(ai, bi)) + xi log(λi)− log(xi!)

+ log(MP ∗
i
(−λi; ai, bi, xi))

}
.

Los estimadores de máxima verosimilitud de α, β y φ son aquellos que maximizan

la función de log-verosimilitud; es decir,

(α̂, β̂, φ̂) = argmáxα,β,φl(α, β, φ;x). (4.1)

4.2 Regiones de confianza

En un proceso de inferencia estad́ıstico además obtener estimadores puntuales es impor-

tante cuantificar el grado de incertidumbre en las estimaciones, tanto de los parámetros

como de funciones de estos; las regiones de versimilitud-confianza son una herramienta

muy útil para este propósito.

Teorema 4 Sea X = (X1, . . . , Xn) un vector de variables aleatorias con función de

densidad de probabilidad f (x; θ), θ ∈ Θ ⊂ Rk. Para todo θ0 ∈ Θ, bajo ciertas condi-

ciones de regularidad, la estad́ıstica de la razón de verosimilitud −2 log (R(θ0;X)) con-

verge a una distribución Ji-cuadrada con k grados de libertad, denotada por χ2
k, donde
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k es la dimensión del vector θ y R(θ0;X) = L(θ0;X)/L(θ̂;X) es la función de verosimi-

litud relativa evaluada en θ0.

El Teorema 4 implica que si qγ es un cuantil tal que P [χ2
k ≤ qγ] = 1− γ, γ ∈ (0, 1),

entonces

P [−2 logR(θ;x) ≤ qγ] ≈ P [χ2
k ≤ qγ] = 1− γ.

Esto es equivalente a,

P [−2 logR(θ;x) ≤ qγ] = P [−2 logL(θ;x) + 2 logL(θ̂;x) ≤ qγ]

= P
[
l(θ;x) ≥ l(θ̂;x)− qγ

2

]
≈ 1− γ.

Aśı, todos los valores de θ que satisfacen la siguiente desigualdad l(θ;x) ≥ l(θ̂;x) −

qγ/2 pertenecen a un conjunto llamado región de verosimilitud-confianza del (1− γ)%

denotado por RCθ(γ). Una demostración del Teorema 4 puede consultarse en Serfling

(1980); ver también Cox y Hinkley (1976).

Cabe mencionar aqúı que estos resultados también son válidos cuando se usa la

función de verosimilitud perfil relativa. Por ejemplo, cuando el parámetro de interés

es de dimensión 1 entonces qγ es el cuantil 1− γ de una Ji-cuadrada con un grado de

libertad, k = 1. En caso de que el parámetro de interés sea de dimensión 2, entonces

qγ seŕıa el cuantil 1 − γ de una Ji-cuadrada con k = 2 grados de libertad. Estos

resultados serán usados en las Secciones 4.4 y 4.5 para calcular intervalos y regiones

de verosimilitud-confianza para los parámetros de nuestro modelo.

4.3 Regiones de incertidumbre

En esta sección se presenta en concepto de regiones de incertidumbre, que será uti-

lizado más adelante para hacer inferencia sobre el valor esperado de la abundancia.

Se utilizará esta herramienta estad́ıstica puesto que, como se verá a continuación,
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este parámetro depende de los otros parámetros del modelo a través de una expresión

matemática poco simple.

Una distribución relevante para inferencias sobre la abundancia N dada la muestra

X es la distribución condicional de N dado X, con función de densidad dada por

fN |X(n;α, β, φ) =
1

(n− x)!
λn−xi e−λi

B(ai + x, bi + n− x)

B(ai + x, bi)

1

MP ∗
i
(−λi; ai, bi, xi)

, (4.2)

donde ai, bi y λi tienen la expresión dada en (3.6), (3.7) y (3.8), respectivamente. Aśı,

una cantidad que puede ser de interés en el contexto ecológico y se relaciona con esta

distribución es el valor esperado,

E[N |X = xmáx] =
∞∑

n=xmáx

nfN |X(n;α, β, φ).

Nótese que esta es una función de los parámeros involucrados en el modelo. En este

caso, para hacer inferencia sobre este parámetro se usarán regiones de incertidumbre.

Proposición 1 Sea θ ∈ Rk y G : Rk ← Rj. Como θ ∈ RCθ(γ) implica que G(θ) ∈

RIG(θ)(γ), entonces

(1− γ) ≈ P [θ ∈ RCθ(γ)] ≤ P
[
G(θ) ∈ RIG(θ)(γ)

]
.

La demostración es inmediata del Teorema 4 y de la propiedad de la medida de

probabilidad que dice que A ⊆ B entonces P (A) ≤ P (B).

El conjunto RIG(θ)(γ) no es una región de confianza puesto que en el únicamente se

tiene control de al menos cierta cobertura. A esta región conservadora se le ha llamado

Región de Incertidumbre ya que aporta información sobre la incertidumbre para G(θ),

Basurto (2008).

A continuación se presentarán dos ejemplos donde se usa el modelo presentado

en esta tesis y se hace inferencia a través del enfoque de verosimilitud; es decir, se

muestra la función de verosimilitud perfil de los parámetros y se calcula el EMV; aśı
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como intervalos y regiones de verosimilitud-confianza, y regiones de incertidumbre para

la abundancia esperada. El primer ejemplo corresponde a datos simulados del modelo

(caso sintético). En contraste, en el segundo ejemplo (caso real) se analizan datos

reales de conteos de una salamandra en peligro de extinción: La salamandra mexicana

de arroyo, Ambystoma ordinarium.

4.4 Caso sintético

Considérese el conjunto de datos simulados en la Tabla 3.1. La función de densidad de

probabilidad para la abundancia, para la probabilidad de detección y la distribución

marginal verdadera se muestran en las Figuras 3.1, 3.2 y 3.3, respectivamente. En

este caso, el estimador de máxima verosimilitud del vector de parámetros (α, β, φ)

es (α̂, β̂, φ̂) = (1.0055, 2.1224,−1.1487). La función de verosimilitud perfil relativa

de cada parámetro aśı como sus correspondientes regiones de verosimilitud-confianza

(intervalos) del 95% se muestran en las Figuras 4.1, 4.2 y 4.3. En cada caso, el estimador

de máxima verosimilitud se marca con un asterisco. El resumen de las inferencias se

muestra en la Tabla 4.1. En esta tabla también se presentan los valores verdaderos de

los parámetros con los que fue simulada la muestra.

Parámetro Valor verdadero EMV LI LS

α 1 1.0055 0.975 1.059

β 2 2.1224 1.44 2.74

φ -1 -1.1487 -1.74 0.5

Tabla 4.1: Estimador de máxima verosimilitud (EMV) y ĺımite inferior (LI) y superior (LS)

de los intervalos de verosimilitud-confianza del 95%: Caso sintético.
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Figura 4.1: Verosimilitud perfil de α: Caso sintético.
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Figura 4.2: Verosimilitud perfil de β: Caso sintético.
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Figura 4.3: Verosimilitud perfil de φ: Caso sintético.

En las Figuras 4.4, 4.5 y 4.6 se comparan las funciones de probabilidad condicional

de la abundancia dada en (4.2), verdadera y estimada, para cada una de las regiones de

estudio. Nótese que en los tres casos, estas funciones de probabilidad son muy similares.

En la Tabla 4.2 se presenta el resumen de las inferencias para el valor esperado de N

dada la muestra X = xmáx.

Región EMV LI LS

R1 24.23 21.62 31.51

R2 57.28 50.35 83.45

R3 159.55 148.69 243.88

Tabla 4.2: Regiones de incertidumbre para el valor espeado de N dada la muestra X = xmáx:

Caso sintético.
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Figura 4.4: Función de probabilidad condicional Región 1: Caso sintético.
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Figura 4.5: Función de probabilidad condicional Región 2: Caso sintético.
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Figura 4.6: Función de probabilidad condicional Región 3: Caso sintético.

4.5 Caso real: Ambystoma ordinarium

En la actualidad, los anfibios representan el foco rojo de todas las especies de verte-

brados a nivel mundial, ya que varias especies se han extinto y existe un declive global

de muchas poblaciones según Green (2003), Stuart et al. (2004), Baillie et al. (2010)

y Lista Roja UICN, accesada en junio de 2015. Las causas son diversas; pero se ha

reportado que la pérdida y modificación del hábitat tienen un papel preponderante en

el declive de anfibios a nivel mundial (Anciães y Marini, 2000; Baillie et al., 2010).

Esto se debe a que directa o indirectamente se pueden modificar las caracteŕısticas

bióticas y abióticas en los hábitats como: La disponibilidad de alimento; aśı como las

interacciones entre depredador y presa (Davies y Nelson, 1994; Hamer y McDonnell,

2008; Kiesecker, 1996).

Las alteraciones del hábitat terrestre pueden tener consecuencias profundas so-

bre los sistemas acuáticos ya que existe una dependencia de las caracteŕısticas fisi-
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coqúımicas y estructurales al paisaje (Ficetola et al., 2011). Por ejemplo, en los ar-

royos la pérdida de la cubierta forestal y vegetal del área aledaña hace que la escorrent́ıa

permita un aporte de contaminantes y de material del suelo al fondo de los arroyos,

disminuyendo la profundidad, aumentando la temperatura del agua y alterando los pa-

trones del flujo del agua (Davies y Nelson, 1994). La salamandra de arroyo, Ambystoma

ordinarium, es un anfibio metamórfico facultativo; es decir, que puede retener las car-

acteŕısticas juveniles aun siendo adulto y vivir dentro del agua permanentemente o

transformase y salir de los arroyos. Actualmente, la salamandra Michoacana de arroyo

es considerada en riesgo de extinción y catalogada como “Amenazada” según la UICN,

debido a su limitada área de ocupación y su distribución fragmentada. Más aún, fue

enlistada como “Sujeto a Protección Especial” por la NOM-059-ECOL 2001, debido a

su endemicidad y a la degradación de sus hábitats a nivel nacional.

En la Tabla 4.3 se muestran datos reales de conteos de salamandra Michoacana en

tres sitios (arroyos) diferentes y en tres ocasiones consecutivas de muestreo durante el

periodo de marzo a julio del 2014. Además, se presenta la información registrada sobre

dos covariables que pueden afectar los parámetros poblacionales: El ı́ndice de Barbour

(w) y la profundidad máxima en escala logaŕıtmica (v). El ı́ndice de Barbour es un

indicador del hábitat; valores grandes significan buena calidad del mismo y valores muy

pequeños se interpretan como un hábitat sumamente alterado o modificado.

Cabe mencionar que la información mostrada en la Tabla 4.3, que será usada

para mostrar las herramientas estad́ısticas desarrolladas en esta tesis, fue obtenida

de un proyecto de investigación doctoral sobre el efecto de estresores ambientales en

parámetros poblacionales y morfológicos sobre Ambystoma ordinarium, del Instituto

de Investigaciones sobre los Recursos Naturales (INIRENA), dependencia de la Uni-

versidad Michoacana de San Nicolás de Hidalgo.
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Sitio w v Ocasión 1 Ocasión 2 Ocasión 3

Agua Zarca (AGZAR) 153 -1.35 27 31 27

Ŕıo Bello Conservado (RBC) 178 0.26 6 15 16

Lienzo (LNZ) 75 -0.16 2 2 6

Tabla 4.3: Datos de conteo de Salamandra Michoacana de arroyo.

El estimador de máxima verosimilitud del vector de parámetros (α, β, φ), según la

expresión dada en (4.1), es (α̂, β̂, φ̂) = (0.02,−2.59,−0.28). La función de verosimil-

itud perfil relativa de cada parámetro; aśı como sus correspondientes regiones de

verosimilitud-confianza (intervalos) del 95% se muestran en las Figuras 4.7, 4.8 y 4.9.

En cada caso el estimador de máxima verosimilitud se marca con un asterisco. El

resumen de las inferencias se presenta en la Tabla 4.4.

Parámetro EMV LI LS

α 0.0220 0.0204 0.0250

β -2.5890 -5.59 -0.73

φ -0.2783 -1.385 0.940

Tabla 4.4: Estimador de máxima verosimilitud (EMV) y ĺımite inferior (LI) y superior (LS)

de los intervalos de verosimilitud-confianza del 95%: Ambystoma ordinarium.
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Figura 4.7: Verosimilitud perfil de α: Ambystoma ordinarium.
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Figura 4.8: Verosimilitud perfil de β: Ambystoma ordinarium.
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Figura 4.9: Verosimilitud perfil de φ: Ambystoma ordinarium.

Nótese que la región de verosimilitud-confianza de φ captura al valor 0. Es decir, una

prueba de hipótesis de nivel 0.05, no rechazaŕıa la hipótesis φ = 0. En lo que sigue, se

supondrá que φ = 0 con el propósito de mostrar de manera sencilla las inferencias sobre

los parámetros α y β a través de la verosimilitud perfil y contornos de verosimilitud

para ambos parámetros (regiones de verosimilitud-confianza). Además, se obtendrá

regiones de incertidumbre para la abundancia esperada bajo esta suposición.

El estimador de máxima verosimilitud del vector de parámetros (α, β), fijando

φ = 0, es (α̂, β̂) = (0.0219,−2.6593). La función de verosimilitud perfil relativa de

cada parámetro; aśı como sus correspondientes regiones de verosimilitud-confianza (in-

tervalos) del 95% se muestran en las Figuras 4.10 y 4.11. En cada caso el estimador

de máxima verosimilitud se marca con un asterisco. El resumen de las inferencias se

presenta en la Tabla 4.5.
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Parámetro EMV LI LS

α 0.0219 0.0204 0.0250

β -2.6593 -5.59 -0.73

Tabla 4.5: Estimador de máxima verosimilitud (EMV) y ĺımite inferior (LI) y superior (LS)

de los intervalos de verosimilitud-confianza del 95%: Ambystoma ordinarium, φ = 0.

En la Figura 4.12 se muestran diferentes contornos de la función de verosimilitud

relativa de (α, β). En particular, el contorno de nivel 0.05 corresponde a una región de

verosimilitud-confianza del 95% para ambos parámetros. Además, se marca el EMV

con un asterisco.
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Figura 4.10: Verosimilitud perfil de α: Ambystoma ordinarium, φ = 0.
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Figura 4.11: Verosimilitud perfil de β: Ambystoma ordinarium, φ = 0.
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Figura 4.12: Contornos de la función de verosimilitud relativa de α y β: Ambystoma ordi-

narium, φ = 0.
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En la Tabla 4.6 se resumen las inferencias para N dada la muestra X = xmáx.

Región EMV LI LS

AGZAR 31.70 31.02 39.17

RBC 48.81 35.04 74.16

LNZ 7.04 6.76 7.48

Tabla 4.6: Regiones de incertidumbre para el valor esperado N dada la muestra Xmáx: Caso

Ambystoma ordinarium, φ = 0.

Las Figuras 4.13, 4.14 y 4.15 muestran la estimación de la función de probabilidad

de N (la abundancia), la estimación de la función de p (la detección) y la estimación

de la función de probabilidad marginal de X (conteos), respectivamente. En la Figura

4.13 se observa el efecto de la covariable llamada ı́ndice de Barbour sobre la media de la

función de probabilidad Poisson de N ; es decir, los valores esperados de las funciones de

probabilidad de N , en cada sitio, están ordenados de menor a mayor según el valor del

ı́ndice Barbour. Nótese que el sitio RBC tiene el mayor ı́ndice Barbour. Por otro lado,

en la Figura 4.14 se observa el efecto de la covariable profundidad (escala logaŕıtmica);

es decir, los valores esperados de las funciones de probabilidad de p, en cada sitio, están

ordenados de menor a mayor según el valor de la profundidad. Nótese que el arroyo

RBC es el más profundo de los tres.
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Figura 4.13: Función de densidad de probabilidad de N : Ambystoma ordinarium, φ = 0.
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Figura 4.14: Función de densidad de probabilidad de P : Ambystoma ordinarium, φ = 0.
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Figura 4.15: Función de probabilidad Marginal: Ambystoma ordinarium, φ = 0.
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Caṕıtulo 5

Conclusiones

En este trabajo de tesis se abordó el problema de estimar abundancia de especies. Se

señaló que la distribución Binomial (n, p) es una elección natural para modelar datos

de conteos y que estimar ambos parámetros es considerado un problema dif́ıcil en la

literatura estad́ıstica.

Los problemas de estimación del modelo Binomial (n, p) suelen ser causados por

su falta de identificabilidad. Incorporar conocimiento a priori sobre los parámetros

del modelo es una forma de reprimir dicha carencia de identificabilidad y solucionar

problemas de estimación; sin embargo, el uso de este enfoque agrega subjetividad al

análisis estad́ıstico y las inferencias pueden ser extremadamente dependientes de esta

información a priori. Incluso muchas veces la información previa sobre los parámetros,

dada en términos de funciones de densidad de probabilidad, suele ser especificada más

por conveniencia matemática que por tener algún sentido en el contexto del estudio.

En esta tesis se propone hacer inferencia sobre la abundancia a través de datos

de conteos e información adicional proveniente de covariables observadas junto dichos

datos. Para ejemplificar la viabilidad de esta propuesta se desarrolló un modelo Bino-

mial jerárquico, donde las covariables están ligadas a los valores esperados de n y p,

consideradas como variables aleatorias independientes con distribución Poisson y Beta,
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respectivamente. Además, se presentaron dos casos de estudio, uno con datos sim-

ulados y otro con datos reales de conteos de salamandras (Ambystoma ordinarium),

donde se utilizó este modelo junto con un enfoque estad́ıstico de verosimilitud para

hacer inferencia sobre parámetros de interés.

El modelo Binomial jerárquico propuesto en este trabajo de tesis es básico porque

contiene una sola jerarqúıa; además, se considera simple debido a la forma en que

se ligan dos covariables a los valores esperados de n y p. Sin embargo, este mode-

lo matemático básico y simple permitió ejemplificar de una forma clara, a través de

escenarios simulados y datos reales, el efecto que pueden tener las caracteŕısticas am-

bientales de los ecosistemas en la densidad de conteos; aśı como en la estimación de la

abundancia.

Por último, es importante mencionar que el marco matemático de modelos jerárquicos

permite incorporar mayor complejidad al modelado estad́ıstico y diferentes métodos de

inferencia se pueden utilizar con base en este modelo. Sin embargo, siempre es nece-

sario vigilar si se está en una situación de identificabilidad de parámetros. Nótese que

la carencia de identificabilidad, como la exhibida en esta tesis para el caso de estimar

el parámetro n de una Binomial, no se soluciona con métodos estad́ısticos; es necesario

que los datos contengan suficiente información para discernir las relaciones entre los

parámetros del modelo.
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